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概要
近年では，SNS や大規模言語モデルの普及に伴
い，誤った情報が拡散しやすくなっている．誤った
情報の影響を抑えるには，Fact-checkingが重要とな
る．Fact-checking は，判定対象が誤っていないか，
外部のデータベースに基づいて判定するタスクであ
る．このタスクでは，判定に必要な情報を外部デー
タベースから検索することが求められる．本研究で
は，情報検索を行った後に，補足コンテキストの生
成を行うことで，より多くの判定に有用な情報の取
得を試みた．

1 はじめに
近年では，SNSやオンラインを通じて誤った情報
が拡散しやすくなった [1, 2]．また，大規模言語モ
デル (LLM: Large Language Model)の発展に伴い，多
くの対話システムに LLMが活用されているが，ハ
ルシネーションのような誤った情報を含む応答を生
成する危険性がある [3]．そこで，文に誤った情報
が含まれていないかを自動で判定する，Automated
Fact-checkingが重要となる．Automated Fact-checking
は，文に誤った情報が含まれていないか，外部デー
タベースから判定に必要な情報 (evidence)を検索し，
検索した evidence に基づいて判定するタスクであ
る [1]．これにより，真偽を確認したい情報や対話
システムの応答文を検証することで，不正確な情
報の拡散を防ぐことができる．以降は，Automated
Fact-checkingを単に Fact-checkingと呼ぶ．

Fact-checking に関する様々な Shared Task も開催
されており [4, 5]，AVeriTec Shared Task[6]において，
我々は図 1 に示すシステムを開発した [7]．この
システムは，RAG-fusion[8] を参考にし，判定対象
(claim)から，evidence検索用のクエリを生成するこ
とで，多様な観点からの evidence検索を目的として
いる．しかし，検索される evidenceが文単位となっ
ており，前後の文脈が無視されてしまうという欠点

がある．そこで，本研究では，evidenceとなる文を
取得した後に，前後の文脈を含めた補足コンテキス
トを生成し，evidenceの補足を試みた．このコンテ
キストにより，より多くの情報に基づいて判定を行
うことが可能となる．
検索単位をチャンクにすることでも文脈を利用

できる [9]．しかし，実世界での Fact-checkingでは，
claimに応じて webから情報を取得する場合が想定
される．つまり，情報検索対象となる文書を事前に
固定できず，判定のためにチャンクを作成し直すこ
ととなる．判定を行うたびにチャンクを作成する必
要がある以上，より claimと関連するチャンクを得
るため，今回は既に取得した文を補足するというア
プローチをとった．実験結果では，補足コンテキス
トを最終判定モデルに与えることで，判定精度が向
上する可能性を示した．

2 関連研究
2.1 AVeriTec Shared Task

AVeriTec Shared Task1）は，AVeriTecデータセット [6]
を使用した Fact-checking に関する Shared Task であ
り，EMNLP 2024のワークショップ2）で開催された．
本研究で扱う Fact-checkingは，この Shared Taskで設
定された枠組みに基づいている．
まず，evidence の取得は，与えられた claim を用
いて得られる web 検索結果の文書から行う．その
evidenceに基づいて，claimが “Supported”，“Refuted”，
“Not Enough Evidence (NEE)”，“Conflict”であるかを
判定する．これら 4 つはアノテーションされた
claimの判定ラベルである．“NEE”は判定に必要な
情報が不足している場合を示し，“Conflict” は複数
evidence 間で，Support されるか Refute されるか異
なる場合を示す．evidence は，質問とその回答と
いう形式である．例えば，“In a letter to Seteve Jobs,

1） https://fever.ai/task.html

2） https://fever.ai/workshop.html
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Sean Connery refused to appear in an apple commercial.”
という claimは，evidenceとして，{Question1: “Where
was the claim first published first”，Answer1: “It was first
published on Soccopertino”}，{Question2: “What kind of
website is Scoopertino”，Answer2: “Sc-oopertino is an
imaginary news organization devoted to ferreting out the
most relevant stories in the world of Apple”}が与えられ
た場合，判定ラベルは “Refuted”である．
なお，web検索を行って得られた文書集合はあら

かじめ与えられており，文書集合から，判定に有用
な evidenceを取得する．

2.2 Contextual Retrieval

チャンクに対してコンテキスト生成を行う手法と
しては，Contextual Retrieval[10]が存在している．こ
れは，Retrieval-Augmented Generation (RAG)[11]にお
いて，応答に必要な情報の検索精度を向上させるた
めの手法である．検索対象の文書をチャンクに分割
した後，各チャンクと分割前の文書全体を LLMに
入力し，チャンクの説明コンテキストを生成させ
る．各説明コンテキストを対応するチャンクの前に
付与することで，必要な情報の検索精度が向上する
ことを示している．
本論文のアプローチとは，コンテキストを作成す

るタイミングが異なる．Fact-checking を行う場合，
claimに応じて web検索結果が変化し，evidenceを抽
出する対象も変化するので，事前に説明コンテキス
トを作成できない．そこで，今回は検索後に補足コ
ンテキストを作成する．
2.3 質問生成による Fact-checking シス
テム
図 1 に，我々が AVeriTec Shared Task で開発した

Fact-checkingシステムを示す．このシステムは，(1)
文書検索 (2)質問生成+文検索 (3)最終判定の 3段階
のステップで構成される．文書検索では，埋め込み
ベクトルを使用して，claimと関連のあるドキュメ
ントを 50件取得する．質問生成+文検索では，claim
から情報取得のための検索クエリを最大 3 件生成
し，各クエリに対する回答候補の文を 3 件検索す
る．claimから検索用の質問を生成することで，多
様な観点からの evidence 検索を行う．最終判定で
は，生成した検索クエリと回答候補の文を GPT-4o
に入力し，最終判定ラベルを生成する．GPT-4o に
与えるプロンプトには，誤った情報の検出率を向上
させるため，“Refuteの可能性がわずかでもあれば，

図 1 質問生成による Fact-checkingシステム: 文書検索で
は 50個の文書を取得する. 質問生成+文検索では，最大で
3件の質問が生成され，各質問ごとに 3つの回答候補の文
を取得する．

Refuteと判定せよ”という内容を含めている．
このシステムでは，最終的な evidenceは文単位で
取得される．文単位での検索では，チャンク単位で
の検索と比べて，より重要な情報に絞って検索が行
えるが，文脈の情報が利用できない．そこで，文単
位での evidence検索を行い，その後，補足コンテキ
ストを生成することで，文脈情報の利用を試みた．
3 evidence 補足コンテキストの
生成
図 1の質問生成+文検索のステップで取得した文

単位の evidenceに対して，補足コンテキストを生成
する．具体的な補足コンテキストの生成手順を図 2
に示す．まず，取得した文がどの文書に含まれてい
たかを特定する．今回は，使用したデータセットの
文書ごとに付与されている URL を利用した．図 1
の文検索時，各文がどの URLの文書から得られた
かを記録することで，取得元の文書を特定できる．
特定した文書から，既に検索した文の周辺の文を取
得し，周辺チャンクを得る．次に，既に検索してい
た文と，周辺チャンクを LLMに入力し，既に取得
した evidenceの補足コンテキストを生成する．
生成した補足コンテキストは，Contextual Re-

trieval [10]に倣い，既に取得した文の前に追加する
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図 2 補足コンテキストの生成手順
ことで，その後の最終判定のステップに用いる．
今回は，補足コンテキストを，evidenceの補足だ

けではなく，リランキングに用いた場合の実験も
行った．図 1では，各質問に対して上位 3件の回答
候補を取得していたが，上位 10件を取得し，各文
の補足コンテキストを生成する．その後リランキン
グを行い，スコアが高い上位 3件を取得する．

4 実験
4.1 実験設定

• データセット: AVeriTecデータセット [6]の検証
データ 500件を使用した．

• ベースライン: 図 1の判定システム
• モデル: 質問生成と最終ラベル判定には GPT-4o
を，文書検索と文検索には stella_en_400M_v53）

による埋め込みベクトルの類似度を利用
した．補足コンテキスト生成には Llama3-
8b-instruct[12] と GPT-4o mini の 2 種類を使用
し，リランカーにはms-marco-MiniLM-L-12-v24）

を使用した．実験の再現性を高めるため，
Llama3-8b-instructは do_sample=Falseで，GPT-4o
とGPT-4o miniは temperature=0, top_p=1.0で用い
た． (GPT-4oと GPT-4o miniは OpenAIの API5）

経由で利用した．)
• 評価指標: [6] で提案された Evidence 評価ス
コアと，最終判定ラベルの正解率を用いた．
Evidence 評価スコアは以下の式 1 で算出さ
れる．

𝑢 𝑓 (𝑌,𝑌 ) =
1
|𝑌 | max

∑
𝑦̂∈𝑌̂

∑
𝑦∈𝑌

𝑓 ( 𝑦̂, 𝑦)𝑋 ( 𝑦̂, 𝑦) (1)

3） https://huggingface.co/dunzhang/stella_en_400M_v5

4） https://huggingface.co/cross-encoder/

ms-marco-MiniLM-L-12-v2

5） https://platform.openai.com/docs/models/

ここで，𝑌 は正解の evidenceのシーケンス，𝑌
はシステムが取得した evidenceのシーケンスで
ある．また，𝑓 は，pairwise scoring functionで，𝑌
×𝑌 →ℝと定義される．今回は，[6]の実装に従
い，METEOR[13]を使用した．また，Hungarian
Algorithm[14]により，正解と取得したシーケン
スの最適な対応を求めている．これは，形式的
には，𝑋: 𝑌 × 𝑌→{0, 1}と定義され，evidence取
得の再現率に近い式となっている．Evidence評
価スコアは，質問のみを用いた場合，質問と回
答を両方用いた場合の 2通りで計算する．
最終的な判定ラベルの評価は，正解ラベルと
の一致度に基づく Label Accuracyで行う．また，
判定が正しい evidence に基づいているか検証
するため，予測ラベルが正しく，かつ Evidence
評価スコアが一定の閾値以上の場合のみ，正
しく判定が行えたとする Label Accuracyも報告
する．

なお，周辺チャンクは，対象の文の前後 5文を取得
した．ただし，計算リソースの都合上，Llama3-8b-
instruct の tokenizer を使用し，補足コンテキスト生
成時の入力の上限を 768トークンに制限している．

4.2 実験結果

4.2.1 補足コンテキストによる文脈補足の影響
表 1の 1~3行目に，ベースラインと，ベースライ
ンに図 2で生成した補足コンテキストを追加した場
合の実験結果を示す．補足コンテキストを追加する
ことで，Evidence評価スコア，Label Accuracyが向上
しており，補足コンテキストが判定に有用な情報を
提供できている．
また，表 1の 4~6行目に，リランカーを用いた場
合の実験結果を示す．4行目の判定では，補足コン
テキストは生成せず，ベースラインの質問生成+文
検索において，各質問につき回答候補を 10件取得
し，その後リランカーでスコアが高かった 3 件を
取得した．5~6行目では，リランカーで取得された
3 件に対して補足コンテキストを生成した．補足
コンテキストにより，evidenceに含まれる情報量が
増加し，Evidence 評価スコアは向上したが，Label
Accuracyは向上しなかった．
さらなる解析のため，ベースラインに対してリラ

ンカーを加えた場合と，GPT-4o miniで生成した補足
コンテキストを追加した場合の予測結果の混合行列
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表 1 Evidence評価スコア (質問のみの場合と Q質問と回答の場合)，Label Accuracyと，Q+Aの Evidence評価スコアが
𝜆=(0.1, 0.2, 0.25)を超えた場合のみ正しく判定できたとする Label Accuracy

Evidence評価スコア
Method Q Q+A Label Accuracy Label Accuracy (.1, .2, .25)

ベースライン 0.3788 0.2703 0.688 0.674 0.504 0.362
+補足コンテキスト追加 (Llama3) 0.3788 0.2935 0.700 0.694 0.588 0.45
+補足コンテキスト追加 (GPT-4o mini) 0.3788 0.2972 0.704 0.702 0.618 0.462

ベースライン+リランカー 0.3788 0.2781 0.718 0.706 0.556 0.400
+補足コンテキスト追加 (Llama3) 0.3788 0.2977 0.712 0.708 0.606 0.478
+補足コンテキスト追加 (GPT-4o mini) 0.3788 0.2993 0.718 0.718 0.642 0.48

リランキングに補足コンテキスト
利用 (Llama3)

0.3788 0.2754 0.700 0.690 0.522 0.388

リランキングに補足コンテキスト
利用 (GPT-4o mini)

0.3788 0.2746 0.692 0.678 0.506 0.366

図 3 リランキングに補足コンテキストを利用した場合の
予測ラベルの変化．(S: “Supported”，R: “Refuted”，N: “Not
Enough Evidence”，C: “Conflict”)

を図 3に示す．この混合行列から，最終判定モデル
が “Not Enough Evidence”と予測する件数が減少して
いることが分かる．つまり，補足コンテキストによ
り，最終判定モデルがより高い確信をもって判定を
行えるようになったと推察される．そこで，図 1に
おける最終判定モデルのプロンプトに含めていた，
“Refuteの可能性がわずかでもあれば，Refuteと判定
せよ” という指示を除外して判定を行った．Label
Accuracyは，リランカーのみの場合は 0.572，補足
コンテキストを追加した場合は 0.584となった．こ
の結果からも，補足コンテキストがある場合，モデ
ルがより高い確信をもって判定することがわかる．

4.2.2 補足コンテキストを用いたリランキング
表 1 の 4~5 行目では，既にリランキングが行わ

れた文に対して補足コンテキストを生成していた．
表 1の 7~8行目では，回答候補の上位 10件に対し
て補足コンテキストを生成し，リランカーでスコ
アが高かった 3 件を取得している．ただし，最終

判定時には生成した補足コンテキストは入力せず，
Evidence評価スコア計算時にも補足コンテキストは
予測 evidenceに含めていない．
表 1の 4行目に比べて，Label Accuracyが減少し

てしまった．このことから，今回作成した補足コン
テキストはリランキングには有効でないと分かっ
た．リランカーにとって有用な補足コンテキストを
生成するには，周辺チャンクのサイズを大きくする
ことが考えられる．補足コンテキストに含まれる情
報量を増やすことで，リランカーにとって有効な情
報が取得されやすくなり，さらに最終判定モデルも
より多くの情報を受け取ることができる．

5 おわりに
本研究では，質問生成による Fact-checkingシステ
ムのさらなる精度向上を目的として，文単位での
evidence検索を行った後に，補足コンテキストを生
成するアプローチに取り組んだ．実験の結果から，
補足コンテキストは，より判定に必要な evidenceを
提供できていることが分かった．一方で，補足コン
テキストをリランキングに用いた場合，逆に検索精
度が低下してしまうことが分かった．
今後の課題として，補足コンテキストを最大限活
用できる最終判定プロンプトを作成する必要があ
る．今回は，補足コンテキストを用いた場合でも，
最終判定モデルに与えるプロンプトを変更しなかっ
た．実際には，補足情報と既に検索した情報を明示
的に区別し，必要に応じて参照させるプロンプトの
ほうが適切であると考えられる．
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A プロンプト一覧

図 4 実験に使用したプロンプト一覧．補足コンテキスト生成のプロンプトは Contextual Retrieval[10]を参考に作成した．
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