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1 はじめに
テキスト音声合成 (Text-to-Speech: TTS)や声質
変換は音声コミュニケーションの重要な技術である。
近年では，深層学習を用いた品質の向上がめざまし
く，自然音声に近い高品質な音声を生成できるよう
になっている [1]。これらの発展の大きな転換点とし
てWaveNetボコーダ [2]をはじめとするニューラル
ボコーダの登場がある。ニューラルボコーダはメル
スペクトログラムなどの音響特徴量から音声を復元
するボコーダに深層学習を適用したもので，従来の
ソースフィルタボコーダ [3]による品質を大きく上回
り，ニューラル音声合成技術の発展に大きく貢献して
いる。
WaveNetボコーダには合成速度が遅いという問題
があったが，今日では様々なモデルが提案され，高品
質な音声をリアルタイムに合成できるようになって
きている。またニューラルボコーダは，一般的に学習
に用いていない未知話者の音声を合成すると品質が
劣化するが，大量の複数話者の音声を学習に用いるこ
とでその課題を解決する試みもなされている [4]。こ
れらのアプローチは複数話者 TTSや多対多の声質変
換モデルと組み合わせることでそれらの音声の品質
を向上させることができる。近年では，複数話者音声
合成を実現しながらCPUでリアルタイムに動作可能
なほど軽量なモデルが提案されている [5, 6]。
本稿では，HiFi-GAN [5]やMWDLP (Multiband

WaveRNN with data-driven linear prediction) [6]の
高速合成が可能な複数話者ニューラルボコーダと，文
献 [7]にて複数話者合成が報告されているLPCNet [8]

について，合成音声の品質および合成速度について
比較，考察する。また，LPCNet で用いている音響
特徴量は TTS音響モデルの学習に用いた際に劣化が
少なく頑健性が高いことが報告されており [9]，この
LPCNet特徴量を HiFi-GANに適用した場合の検討
も行う。

2 高速複数話者ニューラルボコーダ
本稿では，HiFi-GAN, MWDLP，LPCNet, の 3

つのニューラルボコーダを採用した。HiFi-GAN,

MWDLPは高速かつ複数話者音声合成が可能なニュー
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ラルボコーダとして提案されており，またLPCNetも
同様に複数話者音声合成が可能と報告されている。な
お，自己回帰型であるMWDLPおよび LPCNetに関
しては低遅延リアルタイム合成も容易であるが，本
稿ではバッチ処理を想定したリアルタイム合成に着
目する。

2.1 LPCNet

LPCNetはWaveRNN [10]をベースとしたニューラ
ルボコーダであり，線形予測分析 (Linear Predinction

Coding: LPC) で推定した音声信号の残差信号をニ
ューラルネットで推定する。LPCNetは，入力された音
響特徴量から特徴量抽出を行う Frame Rate Network

と，LPCで推定された音声信号から残差信号を推定す
るSample Rate Networkの 2つのブロックで構成され
ている。ここで，入力特徴量はバーク尺度のケプスト
ラムとピッチ周期，ピッチ相関である。LPCNetでは，
モデルパラメータ数の削減と Sample rate networkに
用いられる Gated Recurrent Unit (GRU)に対して，
Sparse codingを適用することで高速化を行っている.

また文献 [11]にてシングルコアCPUによるリアル
タイム合成が，文献 [7]にて複数話者音声合成が可能
と報告されている。

2.2 MWDLP

MWDLP も LPCNet と同様にWaveRNN [10] を
ベースとして,品質及び合成速度を改善したニューラル
ボコーダである。WaveRNNは音声波形予測を 16 bit

信号の離散型分類問題として捉え，下位 8 bitを推定
するGRUと上位 8 bitを推定する fine GRUの 2つの
GRUのみで構成されている。このようにWaveRNN

はモデル構造をコンパクトにすることで高速な合成
を実現しているが，音声の品質についてはWaveNet

などの巨大なモデルを用いたニューラルボコーダと
比較して劣っていた。MWDLPではWaveRNNの構
造をベースとして，µ-law圧縮を用いた推定ビット数
の削減，マルチバンド処理の導入による高速化，線形
予測分析の導入などによって，音声品質およびリアル
タイム性の向上を達成しており，未知話者に対する高
品質な音声合成とシングルコアCPUにおけるリアル
タイム合成を実現している [6]。
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2.3 HiFi-GAN

HiFi-GAN は敵対的生成ネットワークをベースと
するニューラルボコーダであり，転置畳み込みを用い
て入力特徴量を音声信号に変換する生成器と複数の
サンプリング周波数と受容野を持つ 2種類の識別器
から構成される。
生成器は通常の畳み込み層と転置畳み込み層

(Transposed convolution)から構成されており，入力
された音響特徴量を転置畳み込みを用いてアップサ
ンプリングしながら音声波形に変換する。また異な
る受容野を持つ複数の畳み込み層の出力を足し合わ
せる処理を行うことで，音声信号の様々な周期成分を
捉えやすくする処理が施されている。
識別器は複数のサンプリング周波数において合
成音声の真偽を識別する Multi-Scale Discrimina-

tor (MSD)と，音声信号を様々な間隔でサンプリング
してそれらの信号から真偽を識別する Multi-Period

Discriminator (MPD)から構成される。MSDは出力
音声にダウンサンプリングを施し，数種類の異なる
サンプリング周波数の信号に対して別々の識別器で
識別する。MPDでは長さ T の音声信号に対して間隔
dでサンプリングを行い，(T/d)× dの 2次元信号に
変形した後に識別器に入力する。そして間隔 dを複
数個設定し，各々において別々の識別器を用いて学習
を行う。これらの処理により，音声信号に含まれてい
る様々な周期成分を効率的に捉えることが可能となっ
ている。結果として，小さいサイズの生成器でも高品
質な合成が可能となっており，CPUでのリアルタイ
ム合成を実現している [5]。

3 LPCNet特徴量を用いたHiFi-GAN

本稿ではHiFi-GANに対して前述の LPCNet特徴
量の利用を検討する。従来では，HiFi-GAN は入力
特徴量に 80次元のメルスペクトログラムを使用して
いる。LPCNet特徴量はサンプリング周波数 24 kHz

の場合，30次元のバークケプストラムとピッチ周期，
ピッチ相関の計 32次元の特徴量である [9]。LPCNet

特徴量は低次元の特徴量であることから音響モデル
で推定した際の劣化が小さく，また声道特徴と声帯
特徴が分離された特徴量であることから制御が容易
であるなどのメリットがある。文献 [9] では，TTS

音響モデルと組み合わせた際に品質の劣化が少なく，
LPCNet特徴量が音響モデルによる劣化に対して頑
健であることが報告されている。またMWDLPに対
しても LPCNet特徴量での事前実験を行ったが，正
常に合成が行えなかった。これはMWDLPがメルス
ペクトログラム用にモデルパラメータ等が調整されて
いる可能性が高く，詳細な調査は今後の課題とする。

4 実験
4.1 実験条件
HiFi-GAN，MWDLP，LPCNetにおける合成音声

の品質を評価するため，サンプリング周波数 24 kHz

の音声を用いた分析合成およびテキスト音声合成で
の主観評価を行う。比較対象には LPCNetを用いた。
データセットは JSUTコーパス [12]より，日本人女性
話者 1名による 7,697文の音声と，JVSコーパス [12]

より，100 名の日本人話者による各話者 130 文の音
声を使用した。学習には JSUTコーパスを用いた単
一話者学習と JVSコーパスを用いた複数話者学習の
2種類を行った。単一話者学習では 7,497文を学習に
用いて，残りの 200文の内 100文ずつを評価および
検証に用いた。複数話者学習では 95名の 12,350文
を学習に用い，4名の 120文の音声を検証に，男性 1

名 (jvs001)および JSUT話者の 60文の音声を評価に
用いた。またニューラル音響モデルの学習には JSUT

コーパスの内，人手によりラベリングされた基づく
HTS 形式のコンテキストラベルが利用可能な 4,800

文を使用した。1テストセットと検証セットにはそれ
ぞれ 100 文ずつを使用した。
TTSでは，フルコンテキストラベルを入力とする

FastSpeech型の音響モデルを用いた [13, 14]。入力
特徴量は 38次元の音素と HTS 形式のフルコンテキ
ストラベルの Aと Fから 9次元のアクセントラベル
を抽出した 47次元のベクトルとした。
HiFi-GANは [5]による実装の内、モデルサイズの
最も大きい V1 と 2 番目に大きい V2 の 2 つを使用
した。入力特徴量にはメルスペクトログラム 80次元
と，LPCNetで用いられているバークケプストラム
30次元とピッチ周期，ピッチ相関の計 32次元特徴量
の 2種類で実験を行った。メルスペクトログラムの
計算時は，計算では窓長を 42.7 ms，フレームシフト
を 10 msとし，周波数帯域を 80～7.6 kHzに制限し
た。バークケプストラムの計算に際しては，窓長を
20 ms，フレームシフトを 10 ms としてスペクトル
分析を行い，バーク尺度によるフィルタバンクを適
用した後に離散コサイン変換を行った。ピッチの計
算にはオープンループの相互相関関数をベースとす
る手法を用いた。従来の HiFi-GANは 256倍のアッ
プサンプリングを導入しているが [5]，本検討ではフ
レームシフトが 10 msのため，240倍のアップサン
プリングなる。したがって，アップサンプリング数
を [5, 4, 3, 4]とし，転置畳み込みのカーネルサイズを
[11, 8, 7, 8]とした。また事前実験の結果、TTS音響
モデルから出力された特徴量を入力した際の品質の
劣化が顕著であったため，音響モデルから出力され
る訓練データの音響特徴量を用いてファインチューニ
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ングを行った。ファインチューニングでは，100万ス
テップ学習を行ったモデルに対して 20万ステップの
追加学習を行った。
MWDLPは [6]と同様のモデルを使用した。入力特
徴量にはメルスペクトログラム 80次元を使用し, 計
算では窓長を 42.7 ms，フレームシフトを 10 msとし
た。マルチバンド処理の帯域分割数は 6，LPC分析の
次元数を 8とした。また TTSについてもHiFi-GAN

と同様に音響モデルからの特徴量を用いてファイン
チューニングを行ったが品質の改善が見られなかった
ため本実験の条件から除外した。LPCNetは [8]と同
様のモデルを使用した。入力特徴量は HiFi-GANで
使用したものと同じ 32 次元の LPCNet 特徴量を用
いた。

4.2 実験結果
4.2.1 合成速度の比較
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Fig. 1 Result of real-time factors for inference us-

ing Intel Xeon 6152.

Mel-Spectrogram LPCNet Feature

Fig. 2 Result of MOS test with the single-speaker

model.

Fig. 1に各モデルにおける CPUコア数による合成
速度の変化を示す。HiFi-GANは入力特徴量が 2条
件あるが，どちらの条件でも合成速度に差は出なかっ
たためメルスペクトログラムを用いたモデルでの結
果を示している。図より，いずれのモデルもシングル
コア CPUの RTFは 1を下回り，リアルタイム合成
が可能であると確認できた。また前段の FastSpeech

型音響モデルの合成速度 (RTF=0.05 [9])を合わせて
もリアルタイム性が維持されていることも確認でき
た。HiFi-GAN V1を除くモデルは CPUコア数の増

Mel-Spectrogram LPCNet Feature

Fig. 3 Result of MOS test with multi-speaker

model using speech of unseen female speaker.

Mel-Spectrogram LPCNet Feature

Fig. 4 Result of MOS test with multi-speaker

model using speech of unseen male speaker.

加における速度の改善は微量であった。MWDLPお
よび LPCNetについては，GRUを用いた自己回帰モ
デルであることからコア数が増加しても並列処理が
行われなかったためだと考えられる。HiFi-GAN V2

についてはモデルサイズが軽量のため，シングルコ
アの時点でRTF=0.08となっておりコア数を 16に増
加させた場合でもRTF=0.05と変化は微少となった。
HiFi-GAN V1はコア数の変化による速度の改善が顕
著に見られ，シングルコアで RTF=0.40から，16コ
アでRTF=0.06まで改善された。従来のMWDLPは
シングルコアで RTFが 0.6程度であるが，Fig. 1で
は 0.87となった。これを受けて別のCPU (Intel Core

i5-9400)で計測した結果、RTF=0.64となり，CPU

の種類などの要因に大きく依存する可能性があるこ
とが分かった。これらの詳しい調査は今後の課題と
する。

4.2.2 主観評価実験の結果
主観評価として，聴取実験による平均オピニオン

評点テストを行った。実験参加者は健常な聴覚である
10人の成人日本語母語話者で，テストセット 18 文に
対して 22条件の計 396文をヘッドホン聴取により評
価した。また FastSpeechによるテキスト音声合成の
実験は，HiFi-GANおよび LPCNetに対して行った。
Fig. 2に単一話者学習を行った場合の結果を示す。

図より, 分析合成ではHiFi-GAN V1が最も高いスコ
アを示した。また入力する音響特徴における品質の
違いは見られなかった。MWDLPや LPCNetは，原
音と比較して掠れ成分が多くなる傾向が見られ，そ
れに応じてスコアが低くなったと考えられる。また
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MWDLPはマルチバンド処理をする関係で帯域の境
界付近の周波数成分をもつ雑音が微量ではあるが発生
しており，それらもスコアが低くなった原因と考えら
れる。テキスト音声合成では，HiFi-GANは分析合成
と比較して有意差がなく，LPCNetは分析合成よりも
高いスコアを示した。HiFi-GANについては 4.1で述
べた通り，TTS音響モデルから出力される特徴量で
ファインチューニングを行っている。ファインチュー
ニングを行わなかった場合は品質が著しく劣化する
ことが確認出来たため，このような劣化した音響特
徴に対する頑健性を高めることは今後の課題の 1つ
と言える。LPCNetは分析合成よりも高いスコアと
なったが，これは TTS音響モデルから出力された特
徴量が高周波成分が平滑化される傾向にあることか
ら，上述した LPCNetの合成音に見られた掠れ成分
の増加が知覚上抑えられたためと考えられる。
Fig. 3および Fig. 4に複数話者学習を行ったモデ
ルによる分析合成の結果を示す。単一話者学習の結果
と比較して，全体的にスコアが低くなる傾向が見られ
たが，HiFi-GANとMWDLPはLPCNetに対して有
意なスコアを達成した。HiFi-GANはいずれの条件で
も V1の方が V2より高いスコアを示した。Fig. 3の
女性話者での実験では，入力特徴量にメルスペクログ
ラムを用いた場合の方が LPCNet特徴量を用いた場
合と比較して有意なスコアを示した。これは LPCNet

特徴量の方が 32次元と次元が小さく情報量が少ない
ため，未知話者の音声に対する頑健性が低下したた
めだと考えられる。HiFi-GANとMWDLPを比較す
ると，Fig. 3の女性話者での実験でHiFi-GAN V2と
MWDLPが同等のスコアとなり，それ以外の条件で
はすべて HiFi-GANの方が高いスコアを示した。

5 おわりに
HiFi-GAN，MWDLP，LPCNetボコーダについて
合成速度および音声の品質について評価を行った。合
成速度についてはいずれもリアルタイム合成が可能
であると確認ができ，品質については HiFi-GANが
ほとんどの場合で高い品質を示した。またHiFi-GAN

での LPCNet特徴量を用いた実験では，一部の条件
を除いてメルスペクトログラムの場合と同等の品質
を示した。今後は劣化が確認された条件について原
因の分析や品質の改善について検討する。
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