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１． はじめに 

本稿では，複数の特徴量の重み付け統合による一般物

体認識手法を提案する．近年，一般物体認識では SIFT 特

徴を量子化した Bag-of-Features を用いた手法が注目を浴び

ている．しかし，物体内部の輝度変化が尐ないものや，

他カテゴリでも共通する特徴を多く含むものについては，

SIFT 特徴だけでは認識率が低いという問題も見られた．

本手法では，SIFT 以外にも SIFT では用いていなかった色

情報や，大域的形状情報の HOG 特徴を用いて認識を行う．

加えて，Saliency Map を用いて物体領域を大まかに抽出し，

特徴重要度抽出理論を用いて，各物体の識別的な特徴量

を自動的に学習する手法を提案する．実験の結果，従来

の Bag-of-Features だけでは認識が難しかったカテゴリに対

応し，特徴量の重み付けにより識別に有効な特徴を学習

することでより精度を向上させることができた． 

 

2 ． 特徴量 

本章では，本手法で用いる特徴量について述べる． 

2.1 局所特徴量 (Bag-of-Features) 

Bag-of-Features[1]では，図１に示すように，まず各学習

画像から SIFT 特徴[2]を抽出する．SIFT は特徴点の検出と

記述を同時に行うアルゴリズムで，スケールの異なるガ

ウシアンフィルタにより得られた平滑化画像の差分画像

から極値を検出し，その周辺領域を４×４ブロックに分

割し，ブロックごとに８方向の勾配方向ヒストグラムを

作成する．これにより回転・スケール変化にロバストな

１２８次元の特徴量が抽出できる．次に，得られた全

SIFT 特徴に対して SIFT 特徴空間上で k-means クラスタリ

ングを行う．このクラスタリングによって得られた各ク

ラスタを visual word とみなし，visual vocabulary を構築す

る．１枚の画像に対し，visual word のヒストグラムを

1000次元の特徴ベクトルで表現する． 

図１．局所特徴量 

 

2.2 色特徴量 

SIFT 特徴では，グレースケール画像からの輝度変化を

用いているが，色情報は用いていない．しかしカテゴリ

によっては色情報が重要な場合が考えられる．そこで，

画像から得られる RGB のヒストグラムを色特徴として用

いる．色特徴はまず図２のように画像をブロックに分割

する（図では２×２だが実際には４×４に分割してい

る）．各ブロックで色空間を４×４×４＝６４次元のヒ

ストグラムで表現する．それらを統合した１０２４次元

の特徴ベクトルで画像を表現する． 

 

 

 

 

 

  

図２．色特徴量 

 

2.3 形状特徴量(Histograms of Oriented Gradients) 

 SIFT 特徴は局所的な領域での特徴量であり，大域的な

情報が用いられていない．そこで大域的な形状を表現で

きる HOG 特徴を用いる．HOG 特徴[3]は，SIFT のように

局所領域の輝度の勾配方向をヒストグラム化した特徴量

であるが，SIFT は特徴点に対して特徴量を記述するのに

対し，HOG は大域的領域に対して特徴量を記述する．そ

のため，図３に示すように大まかな物体形状を表現する

ことができる．各ピクセルの勾配強度 ),( yxm と勾配方向

),( yx は以下の式で求められる． 

 

 (1) 

 

(2) 

 

(3) 

 

 

 

輝度勾配方向は次のように定義される． 

 

 

(4) 

 

 

算出された輝度勾配画像を，図３に示すようにセルと

呼ばれる
hw cc  画素からなる小領域に分割し，それぞれ

の領域において輝度勾配方向ヒストグラムを作成する．
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最後に，
hw bb  セルで構成されるブロックと呼ばれる領

域を設定する．１セルずつオーバラップさせながら正規

化する．あるブロックの特徴ベクトルを v ，ブロック内で

の位置 }1,1{),,( hw bjbiji  にあるセルのヒストグ

ラムを
ijh としたとき，次式により正規化を行う． 

 

(5) 

 

 

 

図３．形状特徴量 

 

3 ． Saliency Map による物体領域の抽出 

各物体の識別的な特徴量を抽出する上で，背景から得

られる特徴はその精度に影響を与えてしまう．そこで本

手法では Saliency Map を用いて物体領域を大まかに特定し，

Saliency 値に基づきその領域の特徴に重みをおいて特徴を

抽出することで精度を高める．Saliency Map とは，画像中

の視覚的注意を引く領域を抽出する手法であり，一般的

に画像中の物体は背景に比べて顕著性が高いと考えられ

る．本手法では Map を作る際に解像度を落とさない

Achanta らの手法[4]を用いた．図４にその流れを示す． 

図４．Saliency Map 

 

まず，ピクセルサイズの内側領域 R1 と，異なるスケー

ルの外側領域 R2 からなるフィルタを用意する．座標

),( ji  における Saliencyの値は R1 と R2 領域内の平均特徴

ベクトルの差から次式のように算出する． 

 

 

(6) 

 

 

ここで，
1N ，

2N はそれぞれ R1，R2 領域内のピクセル

数であり，
pv ，

qv はそれぞれ R1，R2 領域内の各ピクセ

ルの L*a*b色空間における特徴ベクトルである．異なるス

ケールサイズのフィルタによって得られた各 Map を足し

合わせたものを最終的な Saliency Map とする． 

 

4． 特徴重要度による重み付け 

本章では，各カテゴリにおいて，認識を行う上でより

識別的な特徴量を学習するための，特徴重要度の算出法

について述べる． 

 

4.1 TF-IDF 

tf-idf の理論[5]を用いて，tf(特徴量の出現頻度) と idf(逆

出現頻度) の 2 つの指標から，そのカテゴリを認識する上

でより識別的な特徴量に対し大きな重みを与える．カテ

ゴリ c における特徴量 f の重要度 c

ftfidf は，次の式で求め

られる． 

 

(7) 

 

 

(8) 

 

(9) 

 

ここで，
cN はカテゴリ c 中の学習画像枚数，

fDIM は

特徴量 f の次元数である． )(nhi
はカテゴリ c の画像 n ，

特徴量 f のヒストグラムにおける i 番目の次元の値， 

)(nhi
は画像 n 以外に対する特徴量 f のヒストグラムの

値であり，また， Dは画像データ総数， c

fd は特徴量 f の

ヒストグラムインターセクションがカテゴリ c 内の平均ヒ

ストグラムインターセクション値 以上の画像枚数である．

そのカテゴリ内でよく類似しているほど c

ftf は大きな値と

なる．また，そのカテゴリと他のカテゴリとの類似性が

低いほど c

fidf は大きな値となる．この重み付けにより，

識別性の高い特徴量ほど大きな重みとなる． 

 

4.2 相互情報量 

相互情報量[6]は，2 つの要素が共起して現れやすい度合

いを統計的に数値化したものである．特徴量 f とカテゴ

リ c の共起度の尺度として，この相互情報量 ),( cfI を用

いる．本稿では， ),( cfI を以下のように定義する． 

 

(10) 

 

(11) 
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図５．認識の流れ 

 

 

 

 

 

(14) 

 

 

 

 

 

 

 

(15) 

 

 

 

 

ここで， K はカテゴリの数， Lは特徴量の数である．

以上のように，特徴量 f とカテゴリ c の相互情報量を用

いて重み付けを行う． 

 

4.3 二乗値 

２組の定性的変数間の関連の強さの有無を統計的に検

討するための手法として  二乗値による手法[7]がある．

本稿では，表１のような２×２分割表を各特徴量，カテ

ゴリ毎に作成し，特徴量とカテゴリ間の関連性を求める． 

 

表１．分割表 

 カテゴリ ！カテゴリ 

特徴 
fcO  

cfO  

！特徴 
cf

O  
cf

O  

 

２×２分割表の場合の 2 値は，以下の式により求めら

れる． 

 

 

(16) 

 

 

 

 

 

ここで，
fcO はカテゴリ c における特徴量 f の平均ヒス

トグラムインターセクションを表し， f は f 以外の特徴

量， c は c 以外のカテゴリを表している． N はその総数

である．特徴量 f とカテゴリ c の関連の強さを表す 2 値

を重みとして用いることで，特徴量とカテゴリの関連度

が強いほど大きな重みとなる． 

 

5． 認識 

本章では，前章で述べた特徴重要度抽出法により得ら

れた重みを用いて認識結果を統合する手法について述べ

る．認識の一連の流れを図５に示す．まず，学習データ

から Bag-of-Features, Color, HOG の各特徴を抽出し，特徴

ごとに SVM(Support Vector Machine)を用意し境界面を学習

する．同時に，tf-idf，相互情報量，  二乗値により各特

徴の重みを算出しておく．入力画像が与えられると，同

様にまず各特徴を抽出する．そして特徴量 f の SVM によ

って算出されるカテゴリ c の SVM スコア c

fS を算出する．

算出されたスコア c

fS に対し，特徴重要度抽出により得ら

れた重みをそれぞれ以下の式のように統合し，最終的に

最も高い値が得られたカテゴリを認識結果 cとして出力

する． 

 

(17) 

 

 

ここで，W は各手法による重みを表している． 

 

6． 実験 

6.1 実験条件 

実験は Caltech101 データベース[8]を用いた．学習デー

タは 1カテゴリあたり 20 枚で，それぞれ Bag-of-features，

Color，HOG の各特徴量を抽出し，各カテゴリの画像を正

データ，他カテゴリのデータを負データとして SVM によ

り境界を学習する．テストデータは 1 カテゴリあたり 15

枚用意し，101 個のカテゴリに対して認識実験を行った． 

実験では，まず各特徴量単独での認識実験を行い，次に

３特徴を線形的に統合したものと，提案手法である３特

徴の重み付け統合  による結果の比較を行った．また，
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Saliency Map により物体領域抽出を行った場合と行わなか

った場合の精度について比較を行った． 

 

6.2 実験結果 

各特徴量単独での認識結果を表２に示す． 

 

表２．各特徴量による認識率 (%) 

特徴量 BoF Color HOG 

認識率 45.2 37.2 53.0 

 

単独特徴量での認識実験では，HOG 特徴による結果が

最も高い結果となった．HOG は大まかな形状を表現でき

るため，カテゴリ内のアピアランス変化の大きい Caltech

の画像データに対して有効であったと思われる． 

次に，TF-IDF，相互情報量，χ二乗値を用いてカテゴ

リごとに識別に有効な特徴量を学習し，重み付けにより

認識実験を行った結果を表３に示す． 

 

表３．重み付け統合による認識率 (%) 

特徴量 BoF+Color+HOG 

重み なし TF-IDF MI Chi 

認識率 51.3 58.1 57.8 56.6 

 

結果をみると，TF-IDF によって重み付けを行ったもの

が最も良い結果となった．また，重み付けを行うことに

より，重みを付けずに線形的に統合したものよりも全体

的に精度が向上していることが確認できた． 

また，図６に Saliency Map を用いた効果を示す．

Saliency Map を用いた場合の方が全体的に精度が向上して

いることが分かる．線形統合の場合よりも重み付け統合

の場合の方が上がり幅が大きいのは，物体のより正確な

重みが得られたためと思われる． 

図６．Saliencyの効果 

 

最後に，各特徴量において重みの割合が最も大きかっ

たカテゴリを，表４に重み付け手法ごとに示す．またそ

のカテゴリの画像データのサンプルを図７に示す． 

 

表４．重みが大きかったカテゴリ 

 TF-IDF MI Chi 

BoF Joshua_tree Yin_yang Windsor_chair 

Color Strawberry Sunflower Sunflower 

HOG Motorbikes Motorbikes Dragonfly 

     

Joshua_tree                           Windsor_chair 

 

 

 

              Yin_yang 

 

 

 

              Sunflower                               Strawberry 

 

 

 

             Motorbikes                             Dragonfly 

図７．画像データの例 

 

7 ． おわりに 

本稿では，複数特徴量を用いて，特徴重要度抽出によ

りカテゴリごとに重要特徴に重みを付けて統合する認識

手法を提案した．実験では Caltech101 データベースを用い

て認識精度の比較を行い，複数特徴量を線形的に統合し

たものよりも高い結果が得られた．また，Saliency Map を

導入し，大まかに物体領域を重視して特徴を抽出するこ

とで，より正確な特徴量の重みが得られ精度が向上した．

今後は，使用する特徴を増やし，他の重み学習法との比

較を行っていく予定である． 
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