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1 はじめに

雑音下において音声認識を行う際，非音声の誤認
識による認識精度の低下を防ぐため，音声区間検出
(VAD: Voice Activity Detection)を行う必要がある．
本稿では音声区間検出の特徴抽出法として，高次統計
量として知られている 3次キュムラント（3rd order
cumulant）のバイスペクトラム [1]を PCAにより次
元圧縮した音声特徴の使用，及び，その特徴とMFCC
との統合手法 [2]について述べる．さらに，識別手法
に Real AdaBoost[3]を用い，GMMとの比較を行な
う．評価には，CENSREC-1-Cに収録されている，実
環境にて録音されたデータを用い，提案手法の有効
性を示す．

2 3次キュムラントバイスペクトラムによ
る音声特徴

確率変数 sの k次モーメントMk は

Mk = E[sk] =
∫ ∞

−∞
skp(s)ds (1)

で定義される．このとき 3次のキュムラントは，

κ3 = M3 − 3M2M1 + 2M3
1 (2)

と表される．なお確率変数 sの平均値がゼロである
場合，すなわち 1次のモーメントM1 = 0である場
合には，κ3 = M3 となる．
ここで，実際に 3次キュムラントを用いて音声特

徴を得る手法について述べる．{s(t)}を音声信号とす
る．与えられた信号 {s(t)}を長さN に切り分けるこ
とで以下のような信号系列 yk(t)を得る．

yk(t) = s(t + k · τ + T )−M1k (3)

kは信号の切り出し位置に対応しており−K ≤ k ≤ K
である．τ はシフト幅である．データはできる限りフ
レーム間でオーバーラップするよう τ の値は小さく
する．T は現在処理している音声信号の初期位置を示
している．これにより {s(t)}から，yk(t)として新し
く 2 ·K + 1個のベクトルセットを得る．ここで，す
べての信号は平均 0としておき，定常であると仮定
する．
通常，平均が 0の場合の 3次キュムラントの計算

式は κ3 = M3 = E[y0y0y0]であるが，新たに k, lと
いう変数を導入することにより，現在処理している前
後のフレームとの相関を表すよう拡張する．

Cykyl
= E[y0ykyl]

=
1
N

N−1∑

i=0

y0(ti)yk(ti)yl(ti) (4)

ここで，−K ≤ k, l ≤ K である．
得られた 3次キュムラント行列に対し，データ解

析のため 2次元離散フーリエ変換を行なう．それに
より得られたバイスペクトラムはそのままでは非常
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にデータ量が多いので，PCA(主成分分析)を行ない
主要な情報だけを取り出すことにより次元圧縮を行
なう．こうして得られたベクトルをもって，3次キュ
ムラントのバイスペクトルによる音声特徴とする．

3次キュムラントのバイスペクトルによって得られ
る音声特徴はフレーム間での情報であり，MFCCに
よって得られる音声特徴はフレーム内での情報であ
る．これらは相互に補完しあっていると考えられるの
で，統合することを考える．ある時刻 tのフレームか
ら得られた n次元のキュムラント特徴と，m次元の
MFCCとをあわせ，新たに n + m次元の音声特徴量
とすることにより，キュムラントとMFCCによる統
合特徴量とした．

3 Real AdaBoostによる音声非音声の識
別

AdaBoostは，単純な識別機を複数組み合わせるこ
とによって精度の高い識別器を構成する Boosting法
の中でも顕著な性能を示す手法である．今回は Ad-
aBoostを発展させた，Real AdaBoost[3][4]という手
法を用いて音声非音声の識別を行った．
学習データ数を n，繰り返し回数をM とする．こ

れらの値はあらかじめ決定しておく必要がある．学習
データを xi(i = 1, · · · , n)，各データの重みを wi(i =
1, · · · , n)とする．各データ xiにはあらかじめラベル
として y ∈ {−1,+1}を与えておく．すなわちデータ
xi が音声であれば y = +1，データ xi が非音声であ
れば y = −1とする．

1. 各データに対する重みを w1i = 1
n で初期化する．

2. m = 1, · · · ,M まで，以下を繰り返す．

(a) wmiを重みとして，xiから重複を許して n
個，リサンプリングしたものを x′i とする．

(b) x′iに対して弱識別器 fm(x)を構成する．こ
こでは，弱識別器 fm(x)にCARTを用いた．

(c) 得られた弱識別器 fm(x)を用いて cm(xi)を
得る．

cm(xi) =
1
2

log(
fm(xi)

1− fm(xi)
) (5)

(d) 各データ xi の重みを w(m+1)i に更新する．

w(m+1)i =
wmie

−yicm(xi)

∑n
r=1 wmre−yrcm(xr)

(6)

3. 弱識別器の線形結合により，強識別器 F (x) を
得る．

F (x) =
M∑

m=1

cm(x) (7)

AdaBoostの重要な性質として，誤ったデータに対
するサンプリング重みを増し，次回以降の学習でそ



Table 1 VAD results on “restaurant, high”
GMM AdaBoost

Baseline MFCC Cumulant MFCC+Cumlant MFCC Cumulant MFCC+Cumulant
FAR 3.7 % 11.8% 24.3% 12.0% 18.1% 11.9% 8.9%
FRR 32.1 % 10.3% 6.7% 34.0% 5.9% 27.2% 9.0%

Table 2 VAD results on “restaurant, low”
GMM AdaBoost

Baseline MFCC Cumulant MFCC+Cumlant MFCC Cumulant MFCC+Cumulant
FAR 14.0% 36.7% 44.5% 34.8% 26.6% 45.8% 31.3%
FRR 48.1% 12.3% 12.9% 13.9% 17.4% 7.5% 10.6%

Table 3 VAD results on “street, hig”
GMM AdaBoost

Baseline MFCC Cumulant MFCC+Cumlant MFCC Cumulant MFCC+Cumulant
FAR 54.3% 3.5% 0.5% 3.5% 5.3% 0.7% 0.6%
FRR 14.0% 12.6% 28.2% 12.6% 8.9% 23.6% 12.4%

Table 4 VAD results on “street, low”
GMM AdaBoost

Baseline MFCC Cumulant MFCC+Cumlant MFCC Cumulant MFCC+Cumulant
FAR 40.7% 3.0% 7.6% 1.3% 4.7% 15.1% 4.1%
FRR 32.9% 24.2% 23.1% 19.9% 21.2% 12.5% 14.5%

Table 5 VAD results on average
GMM AdaBoost

Baseline MFCC Cumulant MFCC+Cumlant MFCC Cumulant MFCC+Cumulant
FAR 28.2% 13.7% 18.6% 13.2% 11.7% 17.4% 11.9%
FRR 31.8% 13.2% 18.9% 12.7% 13.7% 17.6% 11.0%

れらのデータを重点的に学習する，ということがあ
げられる．それにより，前段の弱識別器が誤識別を起
こしてしまったデータに対しても，後段の弱識別器が
正しく識別するため，最終的に正しい識別結果を得
ることができる．

4 CENSREC-1-Cによる性能評価

4.1 CENSREC-1-C

提案手法の評価は，VAD の評価用に設計された
データベース CENSREC-1-C[5] を用いて行なった．
CESREC-1-Cには人工的に作成したシミュレーショ
ンデータと，実環境にて収録されたデータの 2種類
が含まれている．ここでは，実際の環境でのVAD性
能を評価するため，実環境にて録音された実データ
を用いて実験を行なった．実データは高速道路付近
(STREET) と学生食堂 (RESTAURANT) の 2 種類
の環境で，それぞれ高 SNR，低 SNRの状況で収録さ
れたデータセットがある．

4.2 実験条件

GMM，AdaBoost の学習には，非音声として，
CENSREC-1-Cに含まれている実データの内，評価
対象とされていない男声のデータの非音声部を切り
出したものを用いた．また音声として，AURORA-2J
に含まれているクリーン音声の学習用データに，切
り出した非音声データを重畳させたものを用いた．
キュムラントは式 (3) において，N(窓幅)32 ms，

τ(シフト幅)1 ms，Kは 30とした．MFCCは窓幅 32
ms，シフト幅 8 ms，∆MFCCは±5フレームから計
算した．

AdaBoostは，M = 1000，男声・女声を音声，道
路付近・食堂の雑音をあわせて非音声として学習を行
なった．GMMは，音声は 64混合，非音声は 32混
合で実験を行なった．尚，ここでは音声の GMMと
して，男声モデルと女声モデルの二通りを，非音声
の GMMとして，道路付近の雑音モデル，食堂の雑
音モデルの二通りをそれぞれ作成した．検定の際は，
各モデルで尤度を計算し，それぞれ値が高いものを
音声クラス，非音声クラスの尤度として採用し，対数
尤度比により音声・非音声の識別を行なった．

実験ではフレーム単位での評価を行なった．評価
尺度は次式の FRR (False Rejection Rate)と FAR
(False Acceptance Rate)である．

FRR = NFR/Ns × 100[%] (8)
FAR = NFA/Nns × 100[%] (9)

Nsは音声フレーム数，NFRは音声を非音声と検出し
たフレーム数，Nnsは非音声フレーム数，NFAは非
音声を音声と検出したフレーム数である．

4.3 実験結果

表 1～4にそれぞれの環境での実験結果を，表 5に
各環境での結果を平均したものを示す．ここで，ベー
スラインとは CENSREC-1-C に付属の実験結果で，
音響信号のパワーを特徴量とした手法である．実験
の際の閾値は，各データセット間で共通である
表 5より，GMM，AdaBoostによる手法が，ベース

ラインを上回っていることが確認できる．特に，Ad-
aBoostと，MFCC, キュムラントの統合特徴を組み
合わせた結果が FAR = 11.9%, FRR = 11.0%と最
も良かった．AdaBoostの実験結果がGMMを上回っ
た理由は，GMMは学習においてすべてのデータを均
等に用いるのに比べ，AdaBoostは識別が難しいデー
タに対して重点的な学習を行なうためである．さら
に，GMMと比べ，AdaBoostは音声・非音声の分離
に特化した識別器を構成する，すなわち，音声・非音
声の分離に必要な情報だけを見て，より正確な規則
を構築しているためである．
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